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Chapitre 1

Introduction

1.1 Contexte

Les travaux que nous présentons dans cette these ont été is&d dans le cadre
d'une Convention Industrielle de Formation par la Recherah (Cifre ). Les conven-
tions Cifre associent une entreprise, un laboratoire et un doctorant da le cadre
d'un projet de recherche industriel. La présente thése a étéalisée au sein du labo-
ratoire Eric  (Equipe de Recherche en Ingénierie des Connaissances) aig\tersité
Lumiere Lyon I, et de la société Fenics, PME lyonnaise créé&n 2003. Fenics est
une société d'édition de logiciels dédiés a l'aide au diagtic du cancer du sein.

Selon ['Institut National du Cancer (INCA)?!, le cancer du sein est le cancer
féminin le plus fréquent. Il a été responsable en 2005 de 1T @f&ces. Il s'agit de la
premiére cause de mortalité chez les femmes de 35 a 70 ansetéanaladie touche
en France aujourd'hui une femme sur 10. Le moyen le plus e cagour détecter un
cancer du sein le plus tét possible est I'examen mammographée. Outre les examens
classiques, qui concernent les patientes venues sur avigiiog&, parce qu'un examen
ou que des antécédents familiaux requierent un suivi, la Free a lancé en 2004
un programme de dépistage systématique qui propose un exanmeammographique
gratuit a toutes les femmes agées de 50 a 74 ans, assurant uoebtk lecture de
I'examen, et ce tout les deux ans. En 2006, ce programme a canmmé 2 millions de
béné ciaires, ce qui correspond a un taux de participationalla population cible
d'environ 50%. Le dépistage est pris en charge par des stuets de gestion qui sont
des associations départementales ou régionales.

Pour faire face a ce volume énorme de données a traiter par tadiologues de
maniere e cace et able, des outils informatiques sont néasaires, au niveau de

thitp ://lwww.e-cancer.fr/
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Chapitre 1. Introduction

la gestion des donnée d'une part, mais également au niveaulimagerie médicale
[2106, Cle06]. Il existe ainsi sur le marché des consoles dsualisation de clichés
numeériques, ainsi que des outils de stockage de ces donnéesdé actuel, parti-
culierement dans le domaine du cancer du sein avec les pragnae de dépistage
existant en France mais aussi dans de nombreux autres payst de proposer des
systemes d'aide au diagnosticQomputer Aided Diagnosis Cad) performants ca-
pables d'assister les radiologues a n de rendre leurs diaxgtics plus rapides et plus
sirs.

Les solutions proposées par Fenics abordent tous les aspei¢ I'aide au diag-
nostic, en commencant par la gestion des données avec Smasdnisiger, un logiciel
de gestion des campagnes de dépistage organisé du canceredu Smart Manager
permet de gérer les dossier des patientes en connectant paeiinet les structures
centrales organisant le dépistage avec les di érents cabis de radiologie associés,
et peut étre intégré aux ux des hopitaux et des structures dgestion du dépis-
tage via le standard d'imagerie médicaDigital Imaging and COmmunications in
Medecine (Dicom ?). Viennent ensuite les logiciels de visualisation d'imageradio-
logiques numériques. La station de diagnostic développéar f-enics, Smart Viewer,
est un logiciel de visualisation d'images médicales dédiélaamammographie, qui
permet d'a cher des images hautes dé nition (pouvant allerjusqu'a 70 millions de
pixels) sur des écrans médicaux, d'e ectuer des traitemensur les images (agran-
dissement, réglage du contraste, etc.) et de saisir touteslinformations constituant
un diagnostic.

Mais le principal dé de Fenics réside dans le développemeties logiciels d'aide
au diagnostic a proprement parler. Ainsi la société propode logiciel Smart Look
qui permet de détecter les zones cancéreuses sur les mamapges, le systéme
argumentant son choix aupres du radiologue en proposant égaent une caractéri-
sation des anomalies basée sur une ontologie des patholgie sein [Zig06] a n de
déduire un degré de malignité du cancer selon le standardlig# par les radiologues.
Ainsi, avec Smart Look les radiologues sont assistés durdetirs lectures, le logiciel
permettant d'attirer leur attention vers des anomalies di ciles a détecter, et leur
permettant ainsi de réduire le nombre de cancers non détest&mart Look, qui fait
partie desCad, est a la croisée de deux types de technologies : l'imagesé plus
précisément la segmentation d'images, et ldata mining. Enn, le logiciel Smart
Reach, actuellement en développement, propose un systémeereéicherche d'informa-
tion dans une base de dossiers patient, a partir notamment a@as similaires. Mis a
part ces produits, des outils internes sont développés aursele la société pour le
pble recherche et développement, comme notamment une ptibeme dedata mi-
ning (principalement dédiée a l'apprentissage supervisé) apge Learnlt, ainsi que
d'un logiciel de segmentation d'images appelée Findlt. Cegux outils interagissent

2\oir http ://dicom.nema.org/
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1.2. Problématique

entre eux et avec les versions dites "recherche" des produfenics développées en
interne pour la mise au point de prototypes.

C'est donc dans le cadre de la mise au point de systémes inggdhts d'aide au
diagnostic que nous avons abordé la problématique de l'apptissage supervisé par
arbre de décision en situation d'asymétrie.

1.2 Problématique

Des lors que I'on aborde des données réelles en fouille dend@s, on est généra-
lement en présence d'un tres grand nombre d'individus, d'umés grand nombre de
descripteurs, ou encore de données manquantes, éparsedyraiiées. Dans le cadre
de la mise au point d'un systéme d'aide au diagnostic du camadu sein, nous avons
éte tres vite confrontés a un probleme de plus en plus consiégar la communauté
scienti que depuis quelques années : il s'agit de lI'asyméirdes classes, et particu-
lierement l'extraction de connaissances a partir de jeux d#gonnées ou les classes
sont trés déséquilibrées. L'asymétrie est I'un des problé&s qui émergent erdata
mining dés lors qu'il s'agit d'une discipline utilisée dans l'indstrie : les données
réelles permettent de soulever de nouvelles questions. @rplupart des problemes
industriels concernent des classes distribuées de manigsgmétrique. En apprentis-
sage supervisé l'asymétrie revét deux formes principalele déséquilibre des classes,
et I'asymétrie des colts. Le déséquilibre des classes conedes problémes ou l'une
des modalités de la variable cible est beaucoup moins remnd®e que les autres,
ce qui perturbe les algorithmes d'apprentissage. Ce probié est souvent rencontré
dans les problemes de diagnostic médical. L'asymétrie dexits concerne les cas ou
les codts des erreurs ne sont pas symétriques. Notons quepleblémes d'asymétrie
en apprentissage supervisé ont donnés lieu a des atelierécspues dans d'impor-
tantes conférences internationales [WCS00, WLI00, WLIO3D-03, SI-04], et font
partie selon Yang [YWO06] des dix dé s de recherche actuels data mining.

Le probléme de recherche abordé dans cette these est doncdédment de I'asy-
métrie des classes en apprentissage supervisé par arbredégsion. Nous nous in-
téressons aux arbres de décision, car ces algorithmes larget reconnus [WKQ 08]
regroupent de nombreux avantages les rendant adaptés auxoblemes que nous
abordons. Leur simplicité implique une faible complexitéatculatoire, et ils sont
adaptés a la fouille de grandes bases de données. La stra@fg partitionnement de
I'attribut le plus pertinent fait également o ce de méthode de sélection de variable,
ce qui permet de traiter un trés grand nombre d'attributs sas que la qualité des
résultats en soit a ectée.

L'hypothése que nous faisons ici est que les arbres de décish'ont pas été

- 15 -



Chapitre 1. Introduction

congus pour les situations d'asymétrie des classes. Nousgmsons donc d'une part
la mise en exergue du fait que lI'asymétrie perturbe d'appriéssage par arbres, et
d'autre part des pistes pour tenir compte de cette asymétri@ n de rendre possible
l'utilisation des arbres de décision pour I'extraction de annaissance pertinente a
partir de classes asymétriques.

1.3 Contributions

Lorsqu'on travaille sur des arbres de décision en situatialasymétrie, les travaux
actuels proposent deux pistes : des stratégies d'échamtilhage visant a rééquilibrer
les données, ces méthodes pouvant par ailleurs étre utiéiséavec n'importe quelle
méthode d'apprentissage supervisé, et la prise en comptephkoite de I'asymétrie
au sein méme de l'algorithme d'induction d'arbre, généraieent sous la forme de
matrice de colts Cost Sensitive Learning CSL).

Les travaux portant sur le critére de partitionnement propsent soit de le rem-
placer par une fonction de codts, soit d'utiliser les coltsqur pondérer les individus
de chaque classe. A l'origine de notre travail est le constgtie les principaux critéres
de partitionnement des arbres de décision sont basés sunttepie, qui n'a pas été
dé nie dans le cadre de I'apprentissage mais en théorie dmformation. Les hypo-
theses sous-jacentes a la notion d'entropie conditionresliitilisée dans les arbres de
décision supposent que la situation la moins porteuse darfnation est lI'uniformité.
Cette notion ne nous parait pas adaptée : une situation non pgeuse d'information
est plutbt une situation identique a la situation d'origine La propriété de symétrie
des mesures d'entropie peut donc étre remise en cause. Ceen d'autres proprié-
tés de I'entropie méritent d'étre conservées. A partir de tte idée nous proposons
trois contributions originales :

1. Notre premiére proposition est une axiomatique de I'erdpie, composée des
propriétés qui nous semblent importantes pour dé nir une nsare d'entropie
adaptée a l'apprentissage supervise.

2. En nous basant sur cette dé nition, nous avons déterminéne mesure d'en-
tropie asymétrique, qui constitue une seconde contributio

3. Concernant l'extraction des regles d'a ectation nous éidierons les di érentes
stratégies, et proposons une nouvelle approche basée semtfopie.

- 16 -



1.4. Organisation du mémoire

1.4 Organisation du mémoire

Nous présentons nos travaux de thése en quatre parties pijreles :

Le chapitre 2 est un état de l'art présentant les principalepistes de recherche
actuelles de l'apprentissage supervisé en situation d'asgtrie. Aprés quelques dé -
nitions de base, nous proposons d'identi er les problemaég a I'asymétrie, puis nous
exposons les principales méthodes existantes pour essagrégler ces problemes.

Le chapitre 3 est consacré aux criteres de partitionnemenes arbres de décision.
Nous exposons les di érentes stratégies existantes, aimgie les outils qui ont été
proposés pour tenir compte de lI'asymétrie au cours du paiitinnement. Nous pré-
sentons ensuite nos contributions, en exposant une axiontpte de I'entropie ainsi
que notre nouvelle mesure d'entropie asymétrique.

Le chapitre 4 aborde le probleme de I'a ectation des classasx feuilles des arbres
de décision. Nous proposons di érentes regles d'a ectatip dont une basée sur le
critere de partitionnement qui a permis de générer l'arbre.

Le chapitre 5 présente les expérimentations que nous avogslisées au cours de
notre thése. Un rappel méthodologique concernant I'évaltian des modeéles sur jeux
de données déséquilibrés ou en asymétrie des colts est pséppuis nous évaluons
I'apport de nos approches, sur des jeux de données classigar apprentissage en
situation d'asymétrie ainsi que sur les jeux de données nésl sur lesquels nous
travaillons au sein de la société Fenics pour la mise au poifitin systéeme d'aide au
diagnostic du cancer du sein.

Une conclusion propose une synthese critique des travauépentés dans ce mé-
moire et exposera les pistes de recherche pouvant étre expés dans la continuité
de nos travaux.
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Chapitre 2

Dé nitions et état de l'art

2.1 Introduction

2.1.1 Apprentissage supervisé et asymétrie

Comme nous l'avons souligné en introduction, la prise en cpte de l'asymétrie
des classes en apprentissage est un probléme relativemeytent apparu des lors
que ledata mining est devenu une technologie amplement utilisée dans l'indts,
dans des exemples réels comme le diagnostic des maladies deyroide [MA94], la
gestion des défauts des boites de vitesses des hélicoptgleks95], la détection de
fraudes téléphoniques [FP97], ou encore la recherche degients de pétrole sur des
images satellites [KHM98]. L'asymétrie est devenu un dé njeur de I'apprentissage
supervisé, le déséquilibre des jeux de données pouvant mtiee 1 pour 100, 1 pour
1000, 1 pour 10000 et souvent encore plus [CIK04]. Comme Iéemb Florian Verhein
et Sanjay Chawla [VCO07] "dans des applications comme le diagstic médical ou
la détection de fraudes, [les] jeux de données déséquilibigont la norme et non
I'exception”.

La communauté scienti que dudata mining s'est attelée a ces problemes, et
les ateliers qui y sont consacrés dans les principales coafées [WCS00, WLIOO,
WLIO03, ID-03, SI-04] témoignent de I'ampleur des dés qui st posés. Une ca-
tégorie de l'apprentissage supervisé a donc émergé, regemt plusieurs types de
problématiques, que I'on peut résumer a deux théemes prinaipx : l'apprentissage
sur données déséquilibrées d'une part; et 'asymétrie deslits d'autre part. Mais

10On peut également citer laPAKDD 2007 Data Mining Competition , qui portait sur des don-
nées trés déséquilibrées puisque la classe d'intérét étaieprésentée par 700 individus sur 40000
(http ://lamda.nju.edu.cn/conf/pakdd07/dmc07/)
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Chapitre 2. Dé nitions et état de l'art

nous verrons que ces deux problémes sont étroitement liés.

Avant d'aborder les approches que nous avons considéréesirptaiter le pro-
bleme de lI'asymétrie dans les arbres de décision, il est dandispensable de présen-
ter les principaux problémes, méthodes et résultats du doina de |'apprentissage
supervisé en situation d'asymétrie. C'est I'objet de ce chire.

2.1.2 Organisation du chapitre

La premiere section présente la dé nition des termes et desrcepts propres au
domaine de l'apprentissage supervisé en situation d'asyme, ainsi qu'un rappel
des notations que nous utiliserons tout au long de ce travalil

La section suivante introduit les notions de base de l'appnéssage par arbres de
décision en présentant les principales méthodes existasite

Nous présenterons ensuite une vue d'ensemble du domaine 'dpdrentissage
supervisé en situation d'asymétrie, avec une premiére sect consacrée a la descrip-
tion des problemes liés a I'asymétrie, et une seconde ou ndésrirons les principales
approches permettant de traiter ces problemes. Nous abordes tout d'abord les
stratégies d'échantillonnage, puis les méthodes algonittiques.

La derniére section est une discussion ou nous essaieronsnégtre en relation
type de probléme et type de méthode a mettre en place. Nous ftim&nerons en n
notre travail vis-a-vis du domaine.

2.2 Notations et concepts

On travaille a partir d'un ensemble d'apprentissage compégden individus noté

L'objectif de l'apprentissage supervisé est de construinen modele de prédic-
tion associant une classe (ou variable endogeng)a tout nouvel individu dont on
ne connait que les descripteurs. Une distribution de probﬂitéi, des classes de la
variable endogene est notéB = (pq;:::;p), tel quep; 0 et :(=1 pi = 1. Nous

Les modéles de prédiction dont il sera principalement quésh dans ce travail sont
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2.3. Apprentissage supervisé et arbres de décision

issus d'arbres de décision. Un arbre de décisidnest un graphe orienté acyclique,
composé d'un ensemble de sommeds2 S, les sommets terminaux étant appelés
feuilles. La distribution de fréquences des classes d'unsuet s est notéeF (s).
L'e ectif d'un somment s est notén(s), n;(s) étant I'e ectif de la classei dans le
sommets.

En n, une grande partie des travaux sur I'apprentissage sudonnées déséquili-
brées considere des problémes a deux classes, ou l'une, e, est également la
classe la plus importante (on parle également de classe téir@t). Les individus de
la classe minoritaire sont appelés les individus positifet(la classe positive est notée
C:. ), et ceux de la classe majoritaire sont les individus négtti(et la classe négative
est notéec ).

2.3 Apprentissage superviseé et arbres de décision

Cette section a pour objet une rapide présentation des métties d'induction
d'arbres de décision. Nous reviendrons plus précisémentit@au long de ce travalil
sur di érents aspects évoqués ici. Les algorithmes d'artesont des méthodes rela-
tivement simples aboutissant a des structures arborescestou chaque n+ud est un
sous-ensemble de la population, et chaque arréte une valeurun intervalle de l'une
des variables prédictives [ZR00, p.32]. Pour obtenir cetlane, le principe est de parti-
tionner récursivement l'espace a n de trouver les meillearsous-espaces possibles au
sens d'un critére donné. On distingue trois étapes princifgs pour l'induction d'un
arbre de décision : la phase d'expansion, la phase d'élagagjéa phase d'extraction
du modele de prédiction sous la forme d'un ensemble de régies décision. Pour
illustrer la construction d'un arbre de décision considérs le probleme classique du
golf adapté de I'exemple de [Qui86] : 4 variables décrivengsi conditions climatiques
de di érents samedis matin, et la classe indique pour chaqyeurnée si une partie
de golf a eu lieu ou pas. L'objectif est de prédire si des pas de golf pourront étre
jouées, connaissant les conditions.

L'algorithme part de la partition la plus grossiere, conteant toutes les données
d'apprentissage, et constituant la racine de I'arbre. Chagp partitionnement possible
sur chaqgue variable de I'espace est ensuite évalué, et letpimmnement qui maximise
un critere donné est choisi. Ce critéere peut étre issu de laébrie de l'information
(comme I'entropie), ou des statistiques (comme |€?). Chaque sous-espace de la par-
tition ainsi obtenue est un n+ud qui est a son tour fractionngjusqu'a ce qu'aucune
amélioration du critere ne soit plus possible. La gure 2.1s¢ un exemple d'arbre de
décision obtenu a partir des données "golf".

Des criteres d'arrét supplémentaires peuvent étre utilisépour éviter le probleme
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Extérieur Vent Température Humidité Golf

ensoleillé  non 29 85 non
ensoleillé  oui 27 90 non
couvert  non 28 78 oui
pluvieux non 21 96 oui
pluvieux non 20 80 oui
pluvieux oui 18 70 non
couvert  oui 18 65 oui
ensoleillé  non 22 95 non
ensoleillé  non 21 70 oui
pluvieux non 24 80 oui
ensoleillé  oui 24 70 oui
couvert  oui 22 90 oui
couvert  non 27 75 oui
pluvieux  oui 22 80 non

Tab. 2.1 Données de I'exemple "golf"

oui 9
non 5

Extérieur = ensoleille Extérieur = couvert Exterieur = pluvieux

oui 2 oui 4 oui 3
non 3 non 0 non 2

Humidité < 70 Humidité > 70 Vent = oui Vent = non
oui 2 oui 0 oui 0 oui 3
non 0 non 3 non 2 non 0

Fig. 2.1 Exemple d'arbre de décision pour les données "golf"

du sur-apprentissage, qui survient lorsqu'un modéle appre "par c+ur" les données
d'apprentissage. En e et, plus I'arbre est profond et doncel modele complexe, plus
I'erreur en apprentissage diminue ; mais il existe un point gartir duquel I'erreur en
généralisation recommence a augmenter. La solution est dend limiter la profon-
deur de l'arbre pour éviter des regles trop spéci ques, en ant une condition d'arrét
assurant des regles su samment généralisables. L'autreratégie est le post-élagage,
qui consiste a supprimer les feuilles trop spéci ques, et amonter ainsi jusqu'a ce
I'erreur en généralisation soit satisfaisante.

L'ensemble des feuilles de I'arbre constitue donc une pditn de la population.
Les regles de décision sont ensuite extraites de I'arbre, parcourant les branches
pour obtenir les prémisses et en aectant la classe majorita de chaque feuille
pour obtenir la conclusion. Les régles issues d'un arbre décision sont exclusives
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2.3. Apprentissage supervisé et arbres de décision

et couvrent I'ensemble de la population. L'arbre de notre exnple produira les cing
regles suivantes :

Si (Extérieur = ensoleillé) et (Humidité  70) alors (Golf = oui)
Si (Extérieur = ensoleillé) et (Humidité > 70) alors (Golf = non)
Si (Extérieur = couvert) alors (Golf = oui)

Si (Extérieur = pluvieux) et (Vent = oui) alors (Golf = non)

Si (Extérieur = pluvieux) et (Vent = non) alors (Golf = oui)

Il existe di érentes méthodes permettant d'induire des artes de décision. Une
des premiéres est CHAID [Kas80] qui utilise un critere de p#tfionnement basé sur la
statistique du 2. L'ouvrage fondateur CART de [BFOS84] propose d'utiliserihdice
de Gini, et introduit la notion d'élagage. Quinlan proposea ensuite ID3 [Qui86] puis
C4.5 [Qui93], basés sur I'entropie de Shannon, le premierave gain d'information,
et le second avec le gain ratio.

Les arbres de décision ont de nombreux avantages qui les stadg parmi les
méthodes dadata mining les plus utilisées [WKQ@ 08]. C4.5 en particulier est souvent
cité comme une méthode de référence en apprentissage supénOn peut citer les
avantages suivants :

Les algorithmes d'arbres acceptent les données catégdiee comme les données
numeériques.

Les arbres sont des méthodes exploratoires et non inférégites ; a ce titre tres
peu d'hypothéses sont faites sur les données.

La structure hiérarchique des arbres permet d'extraire derégles compréhen-
sibles pour I'utilisateur.

Les arbres permettent de décomposer des problemes complexespaces a
grandes dimensions) en une union de problemes simples.

En n les modéles sont robustes et fonctionnent bien sur dergndes bases de
données, pour des temps de calculs faibles.

[SL91] pointe néanmoins quelques inconvénients. Le prabk&du sur-apprentissage
est récurent avec les arbres de décision, notamment lorsgeenombre de modali-
tés de la variable endogéne est élevé. Globalement il est dile de déterminer un
arbre de décision optimal. De plus comme la plupart des métthes d'apprentissage
supervisé, les algorithmes d'arbres de décision sont peatigs par I'asymétrie des
classes.

-23-



Chapitre 2. Dé nitions et état de l'art

2.4 Problemes de l'asymeétrie en apprentissage su-
pervise

Di érentes études [CIK04, Wei04] résument les problématigs et les avancées de
I'apprentissage en situation d'asymétrie. Dans cette seégh nous allons synthétiser
les di érents problemes que peut recouvrir le terme d'asynrée.

2.4.1 Apprentissage sur données déséquilibrés

Foster Provost rappelle dans I'éditorial de l'atelier surds jeux de données dés-
équilibrés de la conférence Alll [Pro00] les fondements de prise en compte du
déséquilibre des classes en apprentissage. La plupart digedthmes sont basés sur
deux hypothéses : (1) le critere a minimiser est le nombre d'eurs et (2) le jeu de
données d'apprentissage est un échantillon représentatd la population sur laquelle
le modeéle sera appliqué. Ce sont ces deux hypotheses qui fgué les modeles ne
sont pas satisfaisants quand ils sont construits a partir ddonnées déseéquilibrées.
On peut l'illustrer par un exemple simple : si 99% des donnéappartiennent a une
seule classe, il sera di cile de faire mieux que le 1% d'errenabtenu en classant tous
les individus dans cette classe : selon les hypothéses quesneenons de citer c'est
méme la meilleure chose a faire. Il convient donc de véri elads quelle mesure il est
possible de se passer de ces hypotheses sans remettre eredassfondements des
algorithmes. Weiss propose de distinguer plus précisémdes di érents problemes
des données déséquilibrées, et de l'apprentissage dessekagares. Nous allons les
exposer dans points suivants.

1. Métriques inappropriées : Que ce soit pour guider I'apprentissage, ou pour
en évaluer les résultats, les mesures utilisées au cours dogessus d'apprentis-
sage ne sont pas adaptées aux classes déséquilibrées. Eplesiant le critere
a optimiser, par exemple le taux d'erreur, par un critere plsipertinent, on doit
pouvoir adapter simplement les algorithmes. Le rappel et larécision sont par
exemple plus adéquats.

2. Manque "absolu" de données : Il s'agit du probleme principal du déséqui-
libre : les données disponibles ne sont pas su santes pour di clairement le
concept. La gure 2.2 illustre ce principe : dans I'échantibn de la partie gauche
les données disponibles concernant le conceptne sont pas su santes pour
dé nir ses frontiéres, estimées par les rectangles en pdigs. Le concept est
beaucoup mieux dé ni sur I'échantillon de droite, pour leqgel plus de données
sont disponibles. Ce probléme est & mettre en relation aveslwai des "cas rares"
(Small disjunctg [Wei03] : di érents sous-concepts d'une classe d'intér&ont
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représentés par quelgues individus dans des régions spgaes de I'espace. On
a alors un probleme de manque absolu de données, mais unigeeinpour une
sous-partie de la classe.

Fig. 2.2 L'e et d'un manque "absolu" de données

3. Manque relatif de données : Les objets d'une classe ne sont pas rares au
sens absolu, mais beaucoup moins représentés que ceux deesualasses. Le
probléeme est donc le ratio classe majoritaire/classe mintaire plus que le
nombre d'individus disponible pour apprendre le concept da classe minori-
taire : apprendre sur un jeu de données ou la répartition est:305 (manque
absolu) est un probléme trés di érent d'un autre ou la répaition est 500 : 9500
(manque relatif). On a donc un probléme de déséquilibre queeids [Wei04]
illustre par la phrase populaire "trouver une aiguille dansine botte de foin".
De nombreuses méthodes peuvent étre utilisées pour gérepoebleme.

4. Fragmentation des données : Ce probléme est lié aux algorithmes ayant
une approche "divise et conquiert" Divide and conque), comme les arbres
de décision, qui partent de I'espace de tous les individus ket partitionnent
récursivement en sous-espaces de plus en plus petit. Lesiiiants sont a cher-
cher dans de petites partitions contenant de moins en moin® dlonnées. Si
la fragmentation des données est toujours un probléme, ellest encore plus
dans le cadre de l'apprentissage des cas rares et est a meginerelation avec
le probleme de "manque de données".

5. Marge d'induction inappropriée . Il s'agit de la marge appliquée a la
regle apprise sur les données d'apprentissage pour poug#néraliser. On peut
considérer la marge de généralité maximum : une fois qu'on éextionné un
groupe d'individu comme appartenant a un méme concept, on dé ce der-
nier grace au nombre minimum de conditions qui ménent a cedinidus. A
l'inverse la marge de spéci cité maximum va quant a elle coesver toutes les
regles possibles satisfaites par ces individus. Or la marge généralité maxi-
mum est appropriée aux cas fréquents mais pas aux cas raresuant de
nombreux systémes d'induction préférent la généralité a pécialisation, fa-
vorisant la classe la plus présente en cas d'incertitude. e question est un
point fondamental de I'apprentissage en situation d'asyniée.
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6. Données bruitées : Le bruit a plus d'impact sur les classes rares que sur
les classes fréquentes, tout simplement parce que peu dindus bruités (mal
étiquetés) su sent pour brouiller le concept a apprendre. B modéle devient
incapable de distinguer le bruit de cas rares du concept. ISdst rendu plus
Spéci que, il apprendra correctement ces sous-conceptses, mais également
ceux qui sont réellement du bruit. Mais si ces cas rares sontaiment impor-
tants, il peut étre intéressant de les apprendre néanmoinguitte a subir des
e ets indésirables comme une baisse de précision.

2.4.2 Asymétrie des colts

L'apprentissage sensible aux co(ts répond a une probléntaté un peu di érente
gue l'apprentissage sur données déséquilibrées, mais ksxdsont trés liés. L'objectif
est de prendre en compte l'asymétrie des classes en term@splortance, ou de colts
des erreurs. Ainsi dans notre exemple d'aide au diagnosti@dical, si faire une erreur
sur la classe majoritaire (classer comme malade un individain) est colteux en
termes d'examens inutiles et de stress pour le patient, faiune erreur sur la classe
minoritaire (ne pas détecter la maladie chez un patient) edtien plus grave : elle
peut entrainer des complications, voir le décés de la persen Cette asymétrie des
codts n'est pas prise en compte par les systemes d'apprestige basiques. De plus
les colts ne sont généralement pas précisément connus [Z§01

Ce probléeme est lié a celui du déséquilibre, car bien souvdet classes rares
sont les plus importantes, et les erreurs sur ces derniéresitsplus colteuses. Nous
verrons que les problémes comme les méthodes de l'appresatiee sensible aux codts
(Cost-sensitive learning peuvent étre adaptées dans le cadre de I'apprentissage sur
données déséquilibrées, comme le préconise par exempleobfdMal03] en observant
gue I'échantillonnage, l'ajustement d'une matrice de coétet le déplacement du seull
de décision ont des e ets similaires.

Il existe di érents types d'asymétries des colts en appreissage, que Turney
[Tur02] a regroupé en dix catégories. Le type de codts le pluaité dans la littérature
concerne les colts de mauvaises classi cations, dont nowslprons plus bas; mais
des méthodes existent pour tenir compte des colts de tests{ic d'acquérir la valeur
d'une variable pour un individu [Tan93]), ainsi que du couplge des deux [Tur95,
DHR* 06].
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2.4.3 Autres problemes connexes

On peut enn citer quelgues problémes qui peuvent étre mis guaralléle aux
problemes de l'asymétrie :

La variabilité intra-classe peut perturber I'apprentissage de la classe minori-
taire si le concept est disséminé en plusieurs sous-espddap0l1, ZEO1la]. Ce
probleme est a mettre en relation avec celui des cas rares.

Le chevauchement des classes est également problématigBR03]. La marge

d'induction devra étre appropriée.

La duplication des données peut ampli er le probléeme du désgjuilibre [KCAOQ3].

Ces problemes peuvent devenir catastrophiques pour l'agmtissage lorsqu'ils
sont en conjonction avec le déséquilibre. Dans de nombrewasdls sont méme plus
perturbant que le déséquilibre lui-méme [VR03, KKP06]. Leétudes de Japkowicz
essaient de déméler quels problemes rendent les modéles plu moins perturbés
par le déséquilibre des classes [Jap00a, Jap00b, JS02].

2.5 Apprentissage supervisé sensible a I'asymétrie

Di érentes méthodes ont été proposees pour traiter les pridmes de I'asymétrie
en apprentissage supervisé, que nous pouvons regrouper eaxdcatégories princi-
pales [KKP06, Wei04] :

1. Au niveau des données , les stratégies d'échantillonnage permettent de re-
dresser les jeux de données déséquilibrés, ou de constitles échantillons de
maniere dirigée pour encourager les algorithmes d'appresstage a se diriger
vers un type de modele spéci que.

2. Au niveau algorithmique , on retrouve des méthodes qui tiennent intrinse-
quement compte de I'asymétrie via une matrice de codts, unésttibution de
référence, ou des objectifs spéci ques spéci és par l'isihteur. Des approches
ensemble permettent de rendre n'importe quel type d'algdhime sensible a
I'asymétrie, notamment par des méthodes deoostingou du bagging

2.5.1 Stratégies d'échantillonnage

Un premier type d'approches pour gérer le déséquilibre demuk de données est
de les redresser par des méthodes d'échantillonnage. Deat€gories ont été consi-
dérées : le sous-échantillonnage de la classe majoritaoe,le sur-échantillonnage de
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la classe minoritaire.

2.5.1.1 Sous-échantillonnage

La méthode la plus évidente et la plus simple consiste a supper aléatoirement
du jeu d'apprentissage des individus appartenant a la classnajoritaire, de maniere
a rééquilibrer le jeu de données. Cette méthode a l'avantagétre trés simple a
mettre en +uvre, mais elle risque de supprimer du jeu de done® d'apprentissage
des individus importants pour le concept de la classe majtaire.

Pour éviter les inconvénients de cette premiere approche) peut guider I'échan-
tilonnage de la classe majoritaire pour le rendre moins awgle. Pour cela il est
intéressant de prendre en compte la notion de frontieres eatles classes. Consi-
dérons deux individus! ; et ! , appartenant respectivement a la classe et a la
classej, et d(! 1;! ») la distance entre ces deux individus. La pairé ;;! ;) est un
lien de Tomek [Tom76] s'il n‘existe aucun individu! 3 tel que d(! 3;! 1) < d(! 3;! 2)
oud(! 3;! ») <d(! ;! 2). Si ces deux individus forment un lien de Tomek, c'est que
I'un des deux est du bruit, ou que les deux sont des points frigres. Kubat [KM97]
utilise le lien de Tomek comme méthode de sous-échantill@ge en supprimant les
individus de la classe majoritaire qui forment un lien de Tork, les individus éloignés
de la frontiere étant plus sdrs pour l'apprentissage, et mus sensibles au bruit.

Ces mémes auteurs proposent une seconde méthode pour sohardillonner
les individus de la classe majoritaire proches de la fromtee [KHM97]. Il s'agit de
tirer aléatoirement un individu dans la classe majoritairest tous les individus de
la classe minoritaire pour former un nouvel échantillon ° Puis ils classent tous
les individus de avec la classe de leur plus proche voisin (1-PPV) dan$. Les
individus mal classés sont ensuite déplacés ver$ L'objectif est donc également de
ne conserver parmi les exemples de la classe majoritairequament ceux qui sont
éloignés de la frontiére de décision, car ils sont considgr@omme plus pertinents
pour l'apprentissage (gures 2.3 et 2.9).

Le choix de supprimer ou de conserver des individus front@meut étre vu
comme un compromis entre la sensibilit¢é du modéle et sa psdon. Lors d'un sous-
échantillonnage des individus de la classe majoritaire, @lir ceux qui sont proches
d'individus de la classe minoritaire diminuera le rappel siwcette derniére, mais aug-
mentera la précision. A l'inverse, sélectionner des inddus négatifs qui sont éloignés
d'individus positifs élargira la marge autour des individa positifs, et ainsi augmen-
tera le rappel sur cette classe. Sur cette idée [TIJP08] pragamt la méthode d'échan-
tilonnage Funss (Fitting User Needs Sampling Strategye ectuée a chaque étape

2Figures extraites ou adaptées de [KM97]
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Fig. 2.4 Echantillon d'apprentissage aprés le retrait des indidus négatifs redon-
dants ou trop proches d'individus positifs

de la construction d'une forét aléatoire [BreO1]. L'utiliateur xe un taux rappel r
sur la classe minoritaire, en deca duquel il ne souhaite patea Funss essaiera de
chercher la meilleure précision possible pour ce rappel :lgaque tiragebagging les
individus négatifs sont sélectionnés en fonction de leurstiince avec un individu
positif. Le rappel est estimé avec les individusut-of-bag: s'il est inférieur ar, le
prochain tirage privilégiera les individus éloignés pourugmenter le rappel; sinon,
on sélectionnera des individus plus proches pour augmentarprécision. En n, une
mesure de distance basée sur les rangs est utilisée pourigales inconvénients de la
distance euclidienne : manque de robustesse et perte de pmuwdiscriminant dans
les espaces a grande dimension. Cette approche permet dolubtegnir un modéle
ayant la meilleure précision possible pour un rappel donné.

Enn on peut citer I'étude de [ZMO03] qui expérimente la méthde des k-PPV
aprés avoir appliqué cinq approches de sous-échantillogea En plus du l'approche
aléatoire, et de la conservation des individus les plus &ogés d'individus positifs, ces
auteurs proposent au contraire trois méthodes de sélectides individus frontiere :
la premiére conserve les individus négatifs ayant la diste@ moyenne aux trois plus
proche individus positifs la plus faible. Inversement la sende méthode conserve les
individus négatifs ayant la distance moyenne aux trois plusloignés individus positifs
la plus élevée. Enn la troisieme conserve lek plus proches individus négatifs,
assurant ainsi que chaque individu positif soit entouré deégatifs. C'est nalement
I'approche simplement aléatoire qui domine, sur leurs dogées issues du domaine
des protéines.
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Les méthodes de sous-échantillonnage guidé sélectionndonc des individus
négatifs en fonction de leur distance ou de leur voisinageeawdes individus négatifs.
Le choix peut dépendre du probléme considéré ou des attentsvers le modéle.
Néanmoins les méthodes choisissant les individus négatifleignés des individus
positifs semblent plus a méme d'améliorer les performanagiebales des modéles.

2.5.1.2 Sur-échantillonnage

A l'inverse du sous-échantillonnage, un moyen pour réégbiler les jeux de don-
nées est 'augmentation du nombre d'individus appartenard la classe minoritaire.
La premiére solution est de répliquer aléatoirement des iivitlus. Le risque de cette
approche simpliste est de ralentir les algorithmes en ajauit des individus, tout en
fournissant des modeles incapables de généraliser (risgessur-apprentissage) : une
regle ayant un bon support dans le jeu d'apprentissage peut €ait porter sur un
seul individu. Pour éviter ces inconvenients, la méthodemote (Synthetic Minority
Oversampling Techniqug[CBHKO02] permet de générer des individus arti ciels dans
la classe minoritaire. Pour chaque individu de la classe naintaire, sesk plus proches
voisins appartenant a la méme classe sont calculés, puis wertain nombre d'entre
eux (selon le taux de sur-échantillonnage voulu) sont sélieninés. Des individus ar-
ti ciels sont ensuite disséminés aléatoirement le long da ligne entre l'individu de la
classe minoritaire et ses voisins sélectionnés. Ainsi lepleme du sur-apprentissage
est évité et la frontiere de la classe minoritaire tend a sepprocher de l'espace de
la classe majoritaire.

Une méthode de sur-échantillonnage guidée [NJMO1] a égatarnété proposée
pour traiter le probléme du déséquilibre intra-classe, sea dire lorsque les individus
d'une classe sont regroupés dans des sous-parties de l'esfa’est le probléme des
cas rares) : dans chaque classe les sous-regroupementsdetestés par une méthode
de classi cation non supervisée, puis ils sont sur-échaitnnés indépendamment
pour que chacun, quelque soit sa classe, ait le méme nombradividus.

+‘;. N S - -
7+- - - -
+"ﬂ - .0
& —7|:- . - -
+ T T¥reep - o
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Fig. 2.5 lllustration du principe de Smote
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2.5.2 Stratégies algorithmiques
2.5.2.1 Introduction de biais

Les méthodes d'échantillonnage permettent essentielleméle traiter le probleme
des jeux de données déséquilibrés. Une autre approche p@mit compte de lI'asymé-
trie est d'introduire un biais dans les algorithmes d'appmissage. Barendela et al.
[BSGRO3] proposent d'utiliser une mesure de distance pomdé dans l'algorithme
desk plus proches voisins (kPPV). L'objectif de cette distancest de compenser
le déséquilibre du jeu de données sans altérer la distribani des classes : des poids
sont assignés non aux individus prototypes mais aux classAsi les distances aux
prototypes de la classe minoritaire deviennent plus faildequ'a ceux de la classe
majoritaire.

Une autre approche consiste a biaiser les SVM de maniere a ce ¢hyperplan
appris soit plus éloigné de la classe positive. Ceci peut €tobtenu de di érentes
manieres : en modi ant la fonction noyau [WC03], ou en utiliant di érentes pénalités
pour chaque classe, rendant ainsi les erreurs sur la classsifive plus colteuse que
celles sur la classe négative [VCC99].

2.5.2.2 Modi cation des seuils de décision

Certains algorithmes fournissent une probabilité pour clipe individu d'appar-
tenir a telle ou telle classe. La décision est donc prise enart un seuil sur cette
probabilité (généralement 50%). C'est le cas du bayésienifimu de certains réseaux
de neurones. Il est donc possible de tenir compte du désédpéd des données en dimi-
nuant ce seuil pour la classe minoritaire (et a l'inverse dimenter ce seuil pour les
individus de la classe majoritaire), ce qui améliorerait neaniquement la sensibilité
du modele sur la classe minoritaire, le risque étant de dégex la précision.

Les algorithmes d'arbres de décision suivent également cenpipe : une fois
I'arbre construit, une décision est prise pour chaque fel@len fonction de la proba-
bilité d'appartenance a chaque classe d'un individu classians cette feuille. Nous
étudierons plus précisément ce cas en chapitre 4.

2.5.2.3 Apprentissage centré sur une classe

L'apprentissage centré d'une seule class®rfe class learning est une solution
intéressante, face aux méthodes discriminantes comme lésgaux de neurones ou les
arbres de décision [Jap01]. Dans cette catégorie entrensddgorithmes de recherche
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supervisée de regles d'association, comme CBA [LHM98]. Oaup également citer
Ripper [Coh95], systéme d'induction qui construit des régé itérativement pour
couvrir les individus qui n'ont pas été couverts auparavaniDes régles sont générées
de la maniere habituelle, mais de la classe la plus rare a laplfréquente. De part
son architecture il lui est ainsi simple d'apprendre des régs uniquement sur la regle
minoritaire. Raskutti et Kowalczyk [RK04] montrent que I'apprentissage d'une seule
classe est particulierement approprié lorsque les donnéemt trés déséquilibrées, et
gue l'espace est hautement dimensionnel, ou bruité.

Un autre algorithme supervisé d'extraction de régles est@posé par Arunasalam
et Chawla [AC06], basé sur une mesure CSSdmplement Class Suppo)t plutdt que
sur les traditionnels criteres de support et de con ance, paculierement inadaptés
aux données déséquilibrées. Considérons I'exemple du &l 2.2 : laregleA ! C;
a un support de 20% et une con ance de 80%, ce qui la rend acedpe dans le cadre
de I'extraction classique de régles. Pourtant si on calcule corrélation entreA et C,
comme proposé par [BMS9R (A[ C,1)=P(A) P(C;) =0;2=0;25 0;90) = 0;89. Or
cette valeur inférieure a 1 indique une corrélation négagwentreA et C,. Arunasalam
et Chawla préférent calculer la "force" d'une regle avec la esure CSS, qui est
d'autant plus petite que la régle est forte. Il s'agit en faitdu support de la régle sur
la classe complémentaire :

card(A[ C)
CCS(A! )= ———=
( ) card(C)
Un seuil d'acceptation des regles est ensuite xé& P(C). Dans notre exemple
onaCSS(A! C;)=5=10=05etl P(Cy) =0;9. Laregle est donc rejetée.

C, C Total
A 20 5 25
A 70 5 75
Total 90 10 100

Tab. 2.2 Exemple d'une régle d'association

En n Kubat propose l'algorithme Shrink , qui recherche la meilleure région po-
sitive dans l'espace [KHM97]Shrink considére qu'il n'existe qu'une seule région
positive, ce que l'auteur justi e en remarquant que si la ckse est rare, c'est qu'il
ne s'agit probablement que d'un seul concepShrink recherche donda région de
I'espace ou les individus positifs sont le plus concentrég/'ils soient majoritaires
dans cette zone ou non. Les frontieres de cette zone sont déi@ées en fonction
de la moyenne géométrique des erreurs sur les individus piésiet négatifs. Chaque
regle permettant de délimiter I'espace sur une variable a &gment un poids calculé
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2 3
C(1;1) o C(Lk
C(iij)

C(k;1) :::  C(kik)

C

Tab. 2.3 Matrice ce codts

en fonction de cette moyenne géométrique, qui déterminenliuence de l'attribut
lors de la prédiction.

2.5.2.4 Apprentissage sensible aux codts

Le principe de cette catégorie d'algorithmes est de xer denits xes et inégaux
sur les di érents types d'erreurs de mauvaise classi catio On représente généra-
lement ces codts par une matrice carré€ de taille k k, ou C(i;j ) représente le
colt de classer un individu de la classevers la classg (tableau 2.3). La diagonale
principale est généralement nulle : une bonne classi catia un codt nul. On dé nit
alors le risque codt de choisir la classe:

X
Coit=  C(ijj) P(q) 2.1)

i=1

Les approches sensibles aux colts cherchent & générer dedates qui minimisent
ce risque, en choisissant la clasgseayant le risque minimum, au lieu de minimiser le
nombre d'erreurs.

Une approche plus générale basée sur le re-étiqguetage ddws/idus est MetaCost
proposée par Domingos [Dom99]. MetaCost permet de rendraénmporte quel algo-
rithme sensible aux codts. L'idée est que méme un apprentge qui étiquetterait
parfaitement tout les individus du jeu de données d'apprei#sage ne n'a pas néces-
sairement un codt minimal. Domingos propose donc d'estimpour chaque individu
sa classe optimale,e. celle qui minimise au nal le colt. Pour cela, un ensemble de
modeles est généré sur di érents échantilloriostrap Puis par vote, on estime pour
chaque individu sa probabilité d'appartenance a chaque else. Ensuite a chaque in-
dividu est a ectée la classec; qui minimise le codt (équation 2.1). Le modele nal
est alors construit sur ce jeu de données ré-étiqueté.
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2.5.2.5 Arbres de décision

Di érentes méthodes ont tenté de rendre les arbres de déosisensibles a l'asy-
métrie, et plus particulierement aux codts. Ces approchestérviennent généralement
sur trois points : (1) durant la construction de I'arbre en inuengant le partitionne-
ment; (2) durant la phase d'élagage ; et (3) durant I'a ectaion d'une classe a chaque
feuille. Les chapitres suivants étant consacrés aux crig&r de partitionnement des
arbres de décision puis aux regles d'a ectation, rappelossmplement ici que le cri-
tére de partitionnement comme la régle d'a ectation peuverétre remplacés par une
fonction de codts. Quant a I'élagage des arbres, il peut étgriidé par une matrice
de colt [BKK™ 98, CRPCO01, CDCO05], ou par les courbes ROC [BL95, ECHRO02];
méme si une étude montre que sur les problemes de manque denées I'élagage ne
fait que dégrader les performances du modele [Wei03].

2.5.3 Approches ensemble
2.5.3.1 Approches ensemble basées sur I'échantillonnage

Les méthodes d'échantillonnage présentées plus haut ontachine des avantages
et des inconvénients. De plus les méthodes de sous-échkmtilage suppriment des
individus de la classe majoritaire, ce qui est une perte dfiormation. Il parait donc
censé de réaliser plusieurs échantillonnages di érentsjip d'agréger les résultats des
modéles obtenus sur chaque échantillon.

Estabrooks et Japkowicz [EJO1] utilisent une agrégation d@odéles basés sur
des jeux de données sous-échantillonnés et sur-échamiitiés, a di érents taux. lls
en concluent qu'il est di cile de déterminer quelle est la mileur méthode entre sur-
et sous-échantillonnage, ainsi que le meilleur taux.

Pour équilibrer les données tout en évitant de se priver de doées importantes
Chan et Stolfo [CS98], aprés avoir mené des tests pour troula meilleure distribu-
tion, génerent di érents jeux de données suivant cette digbution, chacun incluant
tous les individus de la classe minoritaire et un sous-endam de la classe majori-
taire, et garantissant que chaque individu de la classe maigaire soit présent dans
au moins un échantillon. Puis ils utilisent un méta-modéle qur agréger les modéles
construits sur chaque échantillon, chague méta-modéle atacomposé de modéles
de méme type. (La méme approche a été utilisée avec les SVM JAO03], qui s'est
montrée plus performante qu'un simple sur- ou sous-échdtlinnage). Ces méthodes
demandent de connaitre la "bonne" distribution a utiliser,et la déterminer par des
tests préliminaires augmente les temps d'exécution; unetexhative consiste aug-
menter de maniere itérative la taille de I'échantillon, en jutant des exemples de
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la classe majoritaire a chaque itération, en fonction dessdtats de la précédente
[WPO3].

2.5.3.2 Boosting

Le boostingest un algorithme itératif qui consiste a a ecter des poidsidrents
aux individus du jeu d'apprentissage. Apres chaque itérain le poids sur les indi-
vidus mal classés augmente et celui sur les individus class®rrectement diminue.
Les erreurs étant souvent concentrées sur les classes raoespeut penser que le
boosting permette d'améliorer I'apprentissage sur les jeux de dorge déséquilibrés
en augmentant le poids des individus appartenant a la classenoritaire. Di érentes
variantes du boostingont été proposées pour l'adapter spéci guement au probleme
de désequilibre. AdaCost [FSZC99] assigne des poids plusvés pour les erreurs
sur la classe minoritaire. Avec RareBoost [JKAO1], si le ndme de vrais positifs
est supérieur au nombre de faux positifs le poids des indiu&l bien classés dimi-
nue, et si le nombre de vrais négatifs et supérieur a celui dasix négatifs le poids
des individus mal classés augmente. Constatant que beosting risque de sou rir
de sur-apprentissage en surpondérant les individus de las$e minoritaire, Chawla
propose l'algorithme SMOTEBoost [CLHBO03] qui ajoute des ttividus arti ciels par
la méthode Smote au lieu de simplement augmenter le poids des individus de la
classe minoritaire.

2.5.3.3 Foréts aléatoires

Une extension tres intéressante des arbres de décision a @t@posée par Brei-
man avec les foréts aléatoires [Bre01, Bre02], qui sont baggingd'arbres de décision
aléatoires (chaque arbre est construit sur un sous-ensembles variables, tirées aléa-
toirement). Chen et al. ont proposé deux méthodes pour utier les foréts aléatoires
sur les jeux de données désequilibrés [CLB04]. La premiéBalanced Random Forest
(BRF), consiste a e ectuer unbootstrapsur la classe minoritaire, puis a tirer le méme
nombre d'individus dans la classe majoritaire (avec remiseAinsi I'échantillon de
chaque arbre est équilibré. Leur deuxieme approche est totée Weighted Random
Forest (WBF) et consiste simplement a construire des arbres senkb aux codts
(au niveau du critere de partitionnement avec une pondératn de l'indice de Gini,
et de I'a ectation en modi ant le seuil). Ces deux approchepermettent d'obtenir
de bons résultats sans complexité supplémentaire par rappéa des foréts aléatoires
classiques.
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2.5.4 Quelle méthode pour quel type de probleme ?

Nous avons donc présenté un ensemble de problémes en apjssage supervisé
gue nous regroupons sous le terme d'asymétrie, ainsi quegpdurs méthodes permet-
tant de prendre ces problémes en compte. Dans un article trésmplet sur le sujet,
Gary Weiss [Wei04] propose de récapituler les di érents poiemes de l'asymétrie,
en associant a chacun les méthodes adaptées. Ses conclasiont les suivantes : le
probleme de la rareté absolue doit étre résolu par du sur-@cttillonnage, tandis que
la rareté relative peut étre abordée avec I'ensemble des imétles que nous avons pré-
senté. Le probleme des métriques inadaptées doit étre régféles remplacant par des
mesures sensibles aux colts. Le probleme des données legitgeut étre considéré
sous l'angle de la marge d'induction a adapter, ou par des néides d'échantillon-
nage avanceées. En n la fragmentation des données peut éterée par des méethodes
d'apprentissage ciblées sur une classe, ou par des techagyd'échantillonnage.

Des études ont été menées pour déterminer quelles sont leshodes les plus
adaptées selon les caractéristiques du probleme. Concertri&chantillonnage, Hulse
[HKNOQ7] préconise le sous-échantillonnage tant que le désiibre n'est pas trop fort
(jusqu'a environ 10%), préférant le sur-échantillonnag®tsqu'il est au-dela (conclu-
sion partagée par [BSGRO03]). Japkowicz [Jap00b] con rme @gment Hulse lorsqu'il
préconise les méthodes d'échantillonnage aléatoires siegy ne constatant pas d'ame-
liorations signi catives avec les méthodes plus nes maislys couteuses. Ce méme
auteur remarque par ailleurs que lorsque les classes sortilanent séparables, le
déséquilibre a ecte peu les modéles [Jap00a, VRO05]. De plus important résultat
de Weiss et Provost montre que I'équilibre des classes n'ges forcement la dis-
tribution qui permet d'avoir systématiquement les meillets résultats [WPO03]; la
guestion que se posent a présent de nombreux auteurs &glelle est la meilleure
distribution ?" [VRO05]. En n concernant les arbres de décision, Elkan [EIK) préfére
modi er uniquement le seuil de décision plutdt que modi erd composition du jeu
de données.

Weiss propose une étude comparative entre approches selesitaux codts, sur-
échantillonnage et sous-échantillonnage [WMZ07]. Consaat qu'aucune méthode
ne domine les autres systématiqguement, il évalue ces di ées approches en fonc-
tion des caractéristiques du probleme. Il conclue que suslgrands jeux de données
(plus de 10 000 individus), l'apprentissage sensible auxdte fournit de meilleurs
résultats que I'échantillonnage. Sur les petits jeux de dages par contre, c'est le
sur-échantillonnage qui I'emporte. En n d'une maniére géirale, les auteurs notent
gu'on ne peut pas départager le sur-échantillonnage du seéshantillonnage : les
résultats varient beaucoup d'un jeu de données a l'autre.
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2.5.5 Evaluation des modéles

Comme nous le rappelions en section 2.4.1 en citant le prabke des métriques
inappropriées, les méthodes d'évaluation doivent égalemétre adaptées a lI'asyme-
trie. Le taux d'erreur n'est pas pertinent pour évaluer la galité d'un modéle sur
des données tres déséquilibrées, ou en présence de colts asymétriques. Nous
présenterons au chapitre 5 les méthodes qui ont été propas@eur I'évaluation des
modeles en situation d'asymétrie.

2.6 Discussion

2.6.1 Synthése

Nous avons donc résumé les di érents problémes que nous oegrons sous le
terme d'asymétrie, qui sont principalement le déséquilierdes classes et I'asymétrie
du codt des erreurs. Puis nous avons exposé les méthodes étant de traiter ces
problémes, également regroupées en deux catégories : lebrtigjues d'échantillon-
nage, et les algorithmes sensibles a lI'asymétrie. En n noasons évoqué quelques
études récentes qui comparent ces approches, en essayardégager la méthode la
plus adaptée selon le type de probléeme. Il apparait que la niétde optimale dé-
pend d'une part du jeu de données considéré, et d'autre pared'objectif attendu
des modéles. En e et, l'apprentissage sur données déséfuiles revient souvent a
e ectuer un arbitrage entre la sensibilité du modeéle qui esta capacité a détecter
les individus de la classe minoritaire, et sa précision quorcespond a la proportion
d'individus réellement positifs parmi ceux classés commegitifs par le modéle.

2.6.2 Positionnement

La problématique industrielle qui est a I'origine de ce traail est en plein dans le
domaine de l'asymétrie dont nous venons d'essayer de donmoee vue d'ensemble.
En e et, les données issues de la fouille d'images mammogdnapes dont nous dis-
posons répondent a plusieurs caractéristiques : un trestfdéséquilibre entre zones
cancéreuses et zones ne correspondant a aucune lésion; arte A&symétrie du colt
des erreurs, les conséquences d'une erreur étant lourde emes économique et hu-
main; et une variabilité intra-classe élevée, les di érenttypes de Iésions pouvant
étre regroupés en sous-concepts.

Comme nous l'avons montré dans l'introduction de ce mémojrées arbres de
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décision font partie des algorithmes ddata mining les plus utilisés car ils cumulent
plusieurs avantages. Or méme s'il existe des méthodes pettanat de rendre les
arbres de décision sensibles aux coits, deux aspect impotsades arbres de décision,
le critere de partitionnement et I'a ectation des classesn'ont pas été envisagés
systématiquement, ni conjointement, dans le cadre spécug de I'asymétrie. Nous
proposons donc les orientations suivantes a notre travail :

1. La mise en exergue des problémes de l'asymétrie dans lereatks arbres de
décision;

2. La proposition de solutions permettant d'améliorer l'iduction d'arbres de dé-
cision, en tenant compte de lI'asymétrie lors du critére de pgtionnement d'une
part, et de I'a ectation des classes d'autre part.

3. Une ré exion sur l'évaluation des modeles en situation a@symétrie, et une
évaluation de l'impact des méthodes que nous proposeronsg duérents jeux
de données.
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Critere de partitionnement

3.1 Introduction

3.1.1 ROle du critére de partitionnement

Dans l'algorithme d'induction d'arbre de décision, la phas de partitionnement
est cruciale. Durant cette étape, les di érents partitionements possibles d'un n+ud
sont évalués a l'aide d'un critére de partitionnement Ce critére est une valeur
réelle exprimant l'apport de I'éclatement d'un n+ud en une prtition donnée. Il
existe de nombreux critéres et mesures pour évaluer la q@ld'un partitionnement,
que l'on peut regrouper en deux catégories principales : lestéres basés sur une
mesure d'information d'une part, et les criteres basés suma mesure de distance,
de corrélation ou d'implication entre deux partitions.

Il nous semble cohérent que l'incertitude d'une distributin discrete soit minimale
lorsqu'une seule classe est représentée, ce qui est le cas &5 mesures d'entropie.
Mais nous considérons également que cette incertitude esaximale lorsque la dis-
tribution est égale a la distribution d'origine des donnée<'est a dire la distribution
dans population; or ceci n'est pas le cas avec I'entropie.objectif de ce chapitre
est donc de passer en revue les critéres usuels pour obselyer comportement
lorsque les classes sont déséquilibrées, puis de considéneuition que nous venons
de présenter pour proposer un critere adapté au cas de l'asdtme des classes.

!Le terme anglaissplitting criterion a de nombreuses traductions dans la littérature francophoa.
On parle de critere d'éclatement, de critére de segmentatio, de fonction du degré de mélange, ou
encore de mesure d'évaluation d'un partitionnement. Leo Beiman parle également de'Goodness
of split" measure.
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Chapitre 3. Critére de partitionnement

3.1.2 Organisation du chapitre

Dans la section suivante nous proposons une présentatiomthétique des di é-
rents critéres de partitionnement existants. Nous essa@rs de dé nir I'entropie a
travers les di érentes axiomatiques et mesures qui ont étéqposeées.

La section 3.3 aborde le probleme de I'asymétrie lors de lagse de partitionne-
ment dans les algorithmes d'induction d'arbres de décisipet présente les travaux
qui ont été proposés pour tenir compte de ce probléme.

La section 3.4 expose notre contribution en deux points :

1. Une axiomatique pour dé nir les critéres de partitionnerant, tenant compte
de l'asymeétrie;

2. Une nouvelle mesure d'entropie asymétrique, issue deteedxiomatique.

Avant de conclure, nous proposons section 3.5 une discusssur les propriétés
des mesures d'entropie.

3.2 Criteres de partitionnement standard

On distingue deux approches pour évaluer un partitionnemerLa premiere est
d'évaluer la qualité de chaque distribution de la partition puis d'en calculer la
moyenne pondérée par I'e ectif de chaque n+ud. La partitiorchoisie sera celle qui
maximise le gain par rapport a la partition parent. La deuxitne approche est de
calculer une distance entre le n+ud parent et la partition le.

3.2.1 Mesures d'information

La maniere la plus simple et la plus intuitive d'évaluer l'ifiormation d'une dis-
tribution est de considérer le taux d'erreur [BFOS84, p.98]Le taux d'erreur est
donné par la somme de la proportion des classes non majorégi. Un critére de
partitionnement simple est donc :

H(P)=min(1 p) (3.1)

représenté gure 3.1 pour le cas a deux classes. Cependard #té montré qu'une

décroissance linéaire n'est pas souhaitable ; il est pré&fble que l'incertitude décroisse
plus rapidement quep; [BFOS84, p.99]. Breiman propose donc d'utiliser l'indiceed
Gini pour évaluer l'information d'une distribution. Cet indice, également appelé
entropie quadratique fait partie des mesures d'entropie. dlis allons présenter cette
famille de mesures.
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3.2. Critéres de partitionnement standard
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Fig. 3.1 Taux d'erreur

3.2.1.1 Dé nitions et propriétés de I'entropie

L'entropie est un concept qui a des sens multiples dans de nomux domaines
d'application. On retient généralement qu'il a été introdit en thermodynamique
par Rudolf Clausius en 1865. En théorie de l'information,dntropie comme mesure
d'incertitude a été introduite par Ralph Hartley en 1928 [H&28], mais réellement
promue et développée par Claude Shannon et Waren Weaver [88aSW49] dans
les années 1940. Thomas Cover et Joy Thomas [CT91, p.12] peent dans l'intro-
duction de leur ouvrageElements of Information Theoryune dé nition de I'entropie
dans le cadre de la théorie de l'information : "I'entropie ésine mesure d'incertitude
d'une variable aléatoire". L'entropie parait donc tout a fat adaptée a I'évaluation
de la qua